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Introducción

El objetivo de esta sección es resolver problemas del tipo:

I Ecuaciones no lineales: Suponga que estamos interesados en obtener una ráız x̂
para el sistema de k ecuaciones en k incógnitas:

g(x) = 0,

donde g : Rk → Rk.

I Optimización no restringida: Considere φ : S → R, donde S ⊂ Rk. Entonces,
deseamos obtener x̂, solución del problema:

min
x∈S

φ(x) o max
x∈S

φ(x)
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Preliminares

Sea φ : S → R una función real-valuada definida en S y sea c ∈ S ⊂ Rk. Decimos que

I φ tiene un ḿınimo local en c si existe una bola1 B(c) tal que

φ(x) ≥ φ(c), ∀x ∈ S ∩B(c).

I φ tiene un ḿınimo local estricto en c si podemos escoger B(c) tal que

φ(x) > φ(c), ∀x ∈ S ∩B(c), x 6= c.

I φ tiene un ḿınimo absoluto en c si

φ(x) ≥ φ(c), ∀x ∈ S.

I φ tiene un ḿınimo absoluto estricto en c si

φ(x) > φ(c), ∀x ∈ S, x 6= c.

1B(c) = {x : x ∈ Rk, ‖x− c‖ < r}
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Preliminares

I Si φ tiene un ḿınimo en c, entonces ψ := −φ tiene un máximo en c

I Si c está en el interior de S y φ es diferenciable en c, entonces c es un punto
cŕıtico de φ si

∂φ(x)

∂x

∣∣∣
x=c

= 0.
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Figure 10.0.1. Extrema of a function in an interval. Points A, C, and E are local, but not global
maxima. Points B and F are local, but not global minima. The global maximum occurs at G, which
is on the boundary of the interval so that the derivative of the function need not vanish there. The
global minimum is at D. At point E, derivatives higher than the first vanish, a situation which can
cause difficulty for some algorithms. The points X , Y , and Z are said to “bracket” the minimum F ,
since Y is less than both X and Z.

One other section, §10.9, also lies outside of our main thrust, but for a different
reason: so-called “annealing methods” are relatively new, so we do not yet know
where they will ultimately fit into the scheme of things. However, these methods
have solved some problems previously thought to be practically insoluble; they
address directly the problem of finding global extrema in the presence of large
numbers of undesired local extrema.

The other sections in this chapter constitute a selection of the best established
algorithms in unconstrained minimization. (For definiteness, we will henceforth
regard the optimization problem as that of minimization.) These sections are
connected, with later ones depending on earlier ones. If you are just looking for
the one “perfect” algorithm to solve your particular application, you may feel that
we are telling you more than you want to know. Unfortunately, there is no perfect
optimization algorithm. This is a case where we strongly urge you to try more than
one method in comparative fashion. Your initial choice of method can be based
on the following considerations:

• You must choose between methods that need only evaluations of the
function to be minimized and methods that also require evaluations of the
derivative of that function. In the multidimensional case, this derivative
is the gradient, a vector quantity. Algorithms using the derivative are
somewhat more powerful than those using only the function, but not
always enough so as to compensate for the additional calculations of
derivatives. We can easily construct examples favoring one approach or
favoring the other. However, if you can compute derivatives, be prepared
to try using them.

• For one-dimensional minimization (minimize a function of one variable)
without calculation of the derivative, bracket the minimum as described in
§10.1, and then use Brent’s method as described in §10.2. If your function
has a discontinuous second (or lower) derivative, then the parabolic
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Preliminares

I La existencia de extremos de φ esta asegurada por el Teorema de Weierstrass.

I Condición necesaria para un ḿınimo local: Sea φ : S → R función real-valuada
definida en S ⊂ Rk y asuma que φ tiene un ḿınimo local en un punto interior
c ∈ S. Si φ es diferenciable en c, entonces

∂φ(x)

∂x

∣∣∣
x=c

= 0.

Además, si φ es dos veces diferenciable en c, entonces

Hφ(c) =
∂2φ(x)

∂x∂x>

∣∣∣
x=c

es matriz definida positiva.

Observación: Si φ tiene un máximo local, la condición anterior es substitúıda por
Hφ(c) ≤ 0.
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Ejemplo de ecuaciones no lineales: Método de momentos

El método de momentos es basado en resolver el sistema de ecuaciones:

E(Xr) =
1

n

n∑
i=1

xri , r = 1, . . . , k.

Por ejemplo, podemos considerar obtener estimadores para α y β como solución del
sistema 2× 2:

αβ =
1

n

n∑
i=1

xi,

αβ2(1− α) =
1

n

n∑
i=1

x2
i .

Que puede ser planteado como obtener una ráız de la ecuación (no lineal) g(θ) = 0.
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Método de Newton: Ecuaciones no lineales

Suponga que se desea resolver g(x) = 0. De este modo, suponiendo que g es función
suficientemente suave,

g(x) = g(x(0)) + ġ(x(0))(x− x(0)) + r(x− x(0)), (1)

donde ġ(x(0)) = ∂g(x)/∂x>|x=x(0) y r(u) debe satisfacer,

lim
u→0

r(u)

‖u‖
= 0.

De este modo, basándose en la aproximación de primer orden en (1), tenemos

0 = g(x)

≈ g(x(0)) + ġ(x(0))(x− x(0)),

Es decir, ġ(x(0))(x− x(0)) = −g(x(0)) y, si ġ(x(0)) tiene inversa. Entonces,

x = x(0) − {ġ(x(0))}−1g(x(0)). (2)
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Método de Newton: Ecuaciones no lineales

La ecuación anterior motiva el esquema iterativo:

x(k+1) = x(k) + {−ġ(x(k))}−1g(x(k)). (3)

que define el Método de Newton.

La convergencia del algoritmo es local (ver, por ejemplo, Dennis y Schnabel, 1996).
Esto significa que la estimación inicial x(0) es cercana a la solución.

La convergencia local requiere de los siguientes supuestos:

I La ecuación g(x) = 0 tiene una solución x̂.

I La función ġ(·) es Lipschitz continua cerca de x̂.

I ġ(x̂) es no singular.

Continuidad Lipschitz cerca de x∗ indica que existe γ > 0 (constante Lipschitz) tal que

‖ġ(x)− ġ(y)‖ ≤ γ‖x− y‖,

para todo x,y suficientemente cerca de x∗.

8 / 20



Método de Newton: Ecuaciones no lineales

La ecuación anterior motiva el esquema iterativo:
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Método de Newton: Algoritmo básico

Algoritmo 1: Método de Newton.

Entrada: Estimación inicial x(0) y nivel de tolerancia τ
Salida : Solución x̂.

1 begin
2 Hacer k ← 0

3 Evaluar ġ(x(k)) y γ = ‖g(x(k))‖2
4 while γ > τ do
5 Resolver, para p, el sistema de ecuaciones:

ġ(x(k))p = −g(x(k))

Actualizar x(k+1) = x(k) + λp
6 k ← k + 1

7 end

8 return x̂ = x(k+1)

9 end
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Método de Newton: Algunas consideraciones

I El paso Newton p usualmente es calculado mediante ġ(x(k)) = LU y resolver

LUp = −g(x(k))

I Note que podemos aproximar la matriz Jacobiana ġ(x) = ∂g(x)/∂x> por
diferencias divididas. En efecto la j-ésima columna de ġ(x) es dada por:

ġj(x) ≈
g(x+ hej)− g(x)

h
,

para h “pequeño” y ej un vector unidad.
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Método de Broyden: Ecuaciones no lineales

Para resolver la ecuación
g(x) = 0,

Podemos usar un algoritmo Newton, cuya derivada g′(x) en x(k) es aproximada por la
diferencia

bk =
g(x(k))− g(x(k−1))

x(k) − x(k−1)
, (4)

y entonces hacer la iteración

x(k+1) = x(k) − b−1
k g(x(k)).

Extensiones para dimensiones mayores debe imitar la aproximación en (4).
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Método de Broyden: Ecuaciones no lineales

El método de Broyden se basa en obtener una matriz Bk tal que satisfaga la ecuación
secante:

Bk(x(k) − x(k−1)) = g(x(k))− g(x(k−1)).

Considere x(k) y Bk aproximaciones actuales de la solución y matriz Jacobiana,
respectivamente, entonces

x(k+1) = x(k) + λk{−B−1
k g(x(k))},

donde λk es un largo de paso y pk = −B−1
k g(x(k)) es la dirección Broyden.
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Método de Broyden: Ecuaciones no lineales

Luego del cálculo de x(k+1), Bk es actualizada a Bk+1 usando la actualización
Broyden

Bk+1 = Bk +
(yk −Bksk)s>k

s>k sk
,

donde
yk = g(x(k+1))− g(x(k)), sk = x(k+1) − x(k).

Note además que para una implementación eficiente del procedimiento podemos

obtener B−1
k+1 usando la fórmula de Sherman-Morrison.
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Aplicación: Estimación máximo verośımil

I Estimación máximo verośımil: Considere el modelo estad́ıstico:

P = {Pθ : θ ∈ Θ ⊂ Rp},

tal que, tenemos la función de densidad conjunta f(y;θ). Entonces, se define la
función de log-verosimilitud como

`n(θ) = log f(y;θ).

El objetivo es obtener el estimador ML como solución del problema:

max
θ∈Θ

`n(θ),

y denotamos a este estimador como θ̂.
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Estimación ML: Supuestos

Es habitual realizar los siguientes supuestos:

A1 (compacidad) Es espacio paramétrico Θ ∈ Rp es cerrado y acotado.

A2 (identificabilidad) El parámetro θ es identificado, es decir para θ1 6= θ2, se tiene

f(y;θ1) 6= f(y;θ2).

A3 (acotamiento) Sea θ∗ el valor verdadero para θ. Entonces Eθ∗{| log f(y;θ)|}
<∞ y para todo θ,

Eθ∗{(log f(y;θ))+} <∞.

A4 (continuidad) La densidad es continua en θ, es decir

lim
θk→θ

f(y;θk) = f(y;θ)
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Estimación ML: Algunos resultados

Resultado 1 (consistencia)

Bajo los supuestos A1-A4, el MLE θ̂n converge a θ∗.

Resultado 2

Bajo condiciones apropiadas

1
√
n
U(θ∗)

D−→ Np(0,F(θ∗))

donde U(θ) = ∂`n(θ)/∂θ y la matriz de covarianza

F(θ) = Cov(U(θ))
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Estimación ML: Algunos resultados

Considere

`n(θ) =
n∑
i=1

log f(yi;θ).

y de este modo, tenemos el siguiente resultado.

Resultado 3

Sea Hn(θ) = ῭
n(θ) (= ∂2`(θ)/∂θ∂θ>). Entonces

1

n
Hn(θ)

a.s−→ E(H(θ)),

y E(−H(θ)) = F(θ), donde

F(θ) = E
{
−
∂2 log f(y;θ)

∂θ∂θ>

}
.
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Estimación ML: Algunos resultados

Resultado 4 (normalidad asintótica)

Bajo condiciones apropiadas, tenemos

√
n(θ̂n − θ∗)

D−→ Np(0,F−1(θ∗).

Resultado 5

Asintóticamente, para θ en una vecindad de θ̂n, tenemos que la log-verosimilitud es
cuadrática.

Note que

1

n
`n(θ) =

1

n
`n(θ̂n) +

1

n
˙̀>
n (θ̂n)(θ − θ̂n) +

1

2
(θ − θ̂n)>

{ 1

n
῭
n(z)

}
(θ − θ̂n),

para z en la misma vecindad, y como ˙̀
n(θ̂n) = U(θ̂n) = 0 el resultado sigue.
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Algoritmos Newton y Fisher-scoring

Algoritmo Newton-Raphson

La etapa (k+1)-ésima del algoritmo es dada por

θ(k+1) = θ(k) + λk{−῭(θ(k))}−1U(θ(k)).

Algoritmo Fisher-scoring

El procedimiento iterativo es definido mediante:

θ(k+1) = θ(k) + λkF−1(θ(k))U(θ(k)).
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Otra variante quasi-Newton

Algoritmo BHHH

Recuerde que `n(θ) =
∑
i log f(yi;θ). De este modo,

˙̀
n(θ) = Un(θ) =

n∑
i=1

U i(θ),

donde U i(θ) = ∂ log f(yi;θ)/∂θ. Aśı, podemos usar la aproximación

1

n
῭
n(θ) ≈

1

n

n∑
i=1

U i(θ)U>i (θ).

Lo que lleva al algoritmo de Berndt-Hall-Hall-Hausman:

θ(k+1) = θ(k) + λk

{ 1

n

n∑
i=1

U i(θ
(k))U>i (θ(k))

}−1
Un(θ(k)).
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